KAPITEL 2

An MLOps-Prozessen beteiligte
Personen

Auch wenn Machine-Learning-(ML-)Modelle in erster Linie von Data Scientists er-
stellt werden, ist es ein weitverbreitetes Missverstindnis, dass nur Data Scientists
von robusten MLOps-Prozessen und -Systemen profitieren konnen. In Wirklich-
keit ist MLOps ein wesentlicher Bestandteil der KI-Strategie eines Unternehmens
und betrifft jeden, der am Lebenszyklus von ML-Modellen mitwirkt bzw. davon
profitiert.

Dieses Kapitel behandelt die Rollen, die den beteiligten Personen im ML-Lebens-
zyklus jeweils zukommen. Auflerdem bespricht es, mit wem sie im Rahmen einer
hochwertigen MLOps-Strategie idealerweise verbunden sein und zusammenarbei-
ten sollten, um die bestmoglichen Ergebnisse aus den Bemithungen im Bereich des
Machine Learning zu erzielen, und welche Anforderungen an MLOps sie unter
Umstinden haben.

Es ist wichtig, anzumerken, dass sich dieses Handlungsfeld permanent weiterent-
wickelt. Stindig kommen neue Berufsbezeichnungen auf, die hier vielleicht nicht
aufgefiihrt sind, und es ergeben sich fortwihrend neue Herausforderungen (oder
Uberschneidungen) bei den MLOps-Verantwortlichkeiten.

Bevor wir zu den Details vordringen, werfen wir einen Blick auf die folgende Ta-
belle, die uns einen ersten Uberblick verschafft:

Rolle Rolle im ML-Lebenszyklus Anforderungen an MLOps

Fachexperten + Stellen Geschéftsfragen, Ziele oder KPIs « Einfache Méglichkeit, die Leistung des ein-
bereit, an denen ML-Modelle ausgerichtet gesetzten Modells in geschftlicher Hin-
werden sollen. sicht zu beurteilen.

+ Bewerten und stellen fortlaufend sicher, + Mechanismus bzw. Feedback-Schleife zur
dass die Leistung des Modells mit dem ur- Kenntlichmachung von Modellergebnis-
spriinglichen Zweck iibereinstimmt bzw. sen, die nicht mit den Geschaftsanforde-
diesen erfiillt. rungen {ibereinstimmen.
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Data Scientists

Data Engineers
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Auditoren

Machine Learning

Rolle im ML-Lebenszyklus

« Erstellen Modelle, die auf die von Fach-
experten eingebrachten geschéftlichen
Fragen oder Belange eingehen.

+ Liefern operationalisierbare Modelle, da-
mit diese in der Produktivumgebung und
mit Produktionsdaten ordnungsgemal
verwendet werden kdnnen.

+ Bewerten die Qualitat der Modelle (sowohl
des Ausgangsmodells als auch der Mo-
delle, mit denen getestet wird) in Zusam-
menarbeit mit Fachexperten, um sicher-
zustellen, dass sie die urspriinglichen
Geschaftsfragen oder -anforderungen be-
antworten bzw. erfiillen.

Optimieren den Zugang und die Nutzung
von Daten, mit denen ML-Modelle betrie-
ben werden.

Integrieren ML-Modelle in die Anwendun-
gen und Systeme des Unternehmens.

Stellen sicher, dass ML-Modelle nahtlos
mit anderen, nicht auf Machine Learning
basierenden Anwendungen zusammenar-
beiten.

+ Bauen einsatzfahige Systeme auf und tes-
ten diese auf Sicherheit, Leistung und Ver-
fiigbarkeit.

Verwalten Continuous-Integration/
Continuous-Delivery-(Cl/CD-)Pipelines.

Minimieren das Gesamtrisiko fiir das
Unternehmen infolge des Einsatzes von
ML-Modellen in der Produktion.

Stellen sicher, dass die internen und exter-
nen Anforderungen eingehalten werden,
bevor ML-Modelle in die Produktion iiber-
fiihrt werden.

+ Gewabhrleisten eine skalierbare und flexi-

Anforderungen an MLOps

+ Automatisierte Modellpaketierung und
-auslieferung fiir ein schnelles und einfa-
ches (und dennoch sicheres) Deployment
in der Produktion.

Maglichkeit, Tests zu entwickeln, um die
Qualitdt der eingesetzten Modelle zu be-
stimmen und kontinuierliche Verbesserun-
gen vorzunehmen.

Ubersicht iiber die Leistung aller einge-
setzten Modelle (einschlieBlich des Paral-
lelbetriebs von Tests) von einer zentralen
Stelle aus.

Méglichkeit, die Datenpipelines der einzel-
nen Modelle zu untersuchen, um schnelle
Bewertungen und Anpassungen vorzu-
nehmen, unabhéngig davon, wer das Mo-
dell urspriinglich erstellt hat.

Transparenz hinsichtlich der Leistung aller
eingesetzten Modelle.

Méglichkeit, alle Details der einzelnen Da-
tenpipelines zu iiberblicken, um zugrunde
liegende Probleme bei der Datenversor-
gung zu beheben.

Versionierung und automatische Tests.

Maglichkeit, gleichzeitig an derselben An-
wendung zu arbeiten.

Nahtlose Integration von MLOps in die
iibergeordnete DevOps-Strategie des Un-
ternehmens.

Liickenlose Deployment-Pipeline.

Zuverldssige, mdglichst automatisierte Re-
porting-Tools fiir alle Modelle (aktuell oder
jemals in Produktion), einschlieBlich der
Datenhistorie.

Aligemeiner Uberblick iiber Modelle und

Architects ble Umgebung fiir ML-Modellpipelines ihre bendtigten Ressourcen
vom Design uber die Entwicklung bishin . pgglichkeit, Datenpipelines zu durch-
zur Uberwachung. leuchten, um die Infrastruktur zu bewer-
« Fiihren gegebenenfalls neue Technolo- ten und anzupassen.
gien ein, die die Leistung von ML-Model-
len in der Produktion verbessern.
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Fachexperten

Als erstes Profil im Rahmen der Aktivititen von MLOps sind die Fachexperten
(engl. Subject Matter Experts, SMEs) zu beriicksichtigen; schlieflich beginnt und
endet der ML-Lebenszyklus mit ihnen. Wenngleich die datenorientierten Rollen
(Data Scientists, Engineers, Architects usw.) iiber Fachwissen in vielen Bereichen
verfugen, fehlt thnen in der Regel ein tieferes Verstindnis fiir das Geschaftsmodell
und die Probleme oder Fragen, die mit ML-Modellen gelost werden sollen.

Fachexperten miissen bzw. sollten zumindest in der Regel in den MLOps-Prozess
eingebunden werden — um ihre klar definierten Ziele, Geschiftsfragen und/oder
wichtigen Leistungskennzahlen (KPIs), die sie erreichen oder adressieren mochten,
ausreichend beriicksichtigen zu konnen. In einigen Féllen konnen diese sehr kon-
kret definiert sein (z.B. »Um unsere Zahlen fiir das Quartal zu erreichen, miissen
wir die Kundenabwanderung um 10 % reduzieren« oder »Wir verlieren X € pro
Quartal aufgrund ungeplanter Wartungsarbeiten; wie kénnen wir Ausfallzeiten
besser vorhersagen?«). In anderen Fillen sind die Ziele und Fragen vielleicht weni-
ger klar definiert (z.B. »Unsere Servicemitarbeiter miissen unsere Kunden besser
verstehen, um ihnen im nichsten Schritt ein hoherwertiges Produkt (Upselling) an-
bieten zu kénnen« oder »Wie konnen wir die Menschen dazu bringen, mehr Pro-
dukte bzw. Anwendungen zu kaufen?«).

In Unternehmen mit funktionierenden Prozessen ist es nicht immer zwingend not-
wendig oder gar ideal, den Lebenszyklus von ML-Modellen mit einer fest vordefi-
nierten Geschiiftsfrage zu beginnen. Die Arbeit mit einem weniger klar definierten
Geschiiftsziel kann eine gute Gelegenheit fiir Fachexperten sein, im Vorfeld direkt
mit den Data Scientists zusammenzuarbeiten, um das Problem besser zu umreiffen
und mogliche Losungen zu erarbeiten, bevor tiberhaupt mit der Datenexploration
oder den Modellexperimenten begonnen wird.

Ohne diese anfingliche Einbindung von Fachexperten wird riskiert, dass andere
Datenexperten (insbesondere Data Scientists) den Lebenszyklus von ML-Modellen
so angehen, dass sie Probleme 16sen bzw. Losungen anbieten, die nicht dem ge-
samten Unternehmen dienen. Letztendlich ist dies nicht nur fiir die Fachexperten
nachteilig, die mit Data Scientists und anderen Datenexperten zusammenarbeiten
miissen, um Losungen zu entwickeln, sondern auch fiir die Data Scientists selbst,
die moglicherweise Schwierigkeiten haben, einen Mehrwert zu stiften.

Wenn Fachexperten nicht in den ML-Lebenszyklus involviert sind, kénnen Daten-
teams infolgedessen ohne konkrete Geschiftsergebnisse dastehen und dadurch
Schwierigkeiten haben, die notige Aufmerksamkeit und zusitzliches Budget oder
Unterstiitzung zu erlangen, um fortgeschrittenere Analyseinitiativen fortzusetzen.
Letztendlich ist dies schlecht fir die Datenteams, fiir die Fachexperten und fiir das
Unternehmen als Ganzes.

Um die Einbeziehung von Fachexperten besser zu strukturieren, kénnen Metho-
den zur Modellierung von Geschiiftsentscheidungen genutzt werden, um die zu 16-
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senden Geschiftsprobleme zu formalisieren und die Rolle von Machine Learning
im Hinblick auf die Losung zu kliren.

Modellieren von Geschaftsentscheidungen

Das Modellieren von Geschiftsentscheidungen liefert eine Blaupause fiir Entschei-
dungsprozesse, sodass Fachexperten ihre Belange direkt strukturieren und be-
schreiben kénnen. Entscheidungsmodelle kénnen hilfreich sein, weil sie ML-Mo-
delle firr Fachexperten in einen Kontext stellen. Dies ermoglicht, die Modelle in die
Unternehmensrichtlinien einzubinden, und hilft den Fachexperten, den Kontext
ihrer Entscheidung und die méglichen Auswirkungen von Modellinderungen voll-
stindig zu verstehen.

Binden die Fachexperten die geschiftliche Entscheidungsmodellierung in die
MLOps-Strategien ein, konnen sie auf effektive Weise sicherstellen, dass die Er-
gebnisse von ML-Modellen von denjenigen, die kein fundiertes Wissen dariiber
haben, wie die zugrunde liegenden Modelle selbst funktionieren, richtig eingeord-
net werden.!

Fachexperten spielen nicht nur zu Beginn des Lebenszyklus eines ML-Modells eine
Rolle, sondern auch am Ende (Postproduktion). Um zu verstehen, ob ein ML-Mo-
dell gut bzw. wie erwartet funktioniert, bendtigen Data Scientists oft die Einschit-
zung der Fachexperten, um die Feedback-Schleife zu schliefen, da herkommliche
Kenngrofen (z.B. Giite- bzw. QualitdtsmaRe wie die Korrektklassifikationsrate,
Relevanz und Recall bzw. Sensitivitit) nicht ausreichen.

Die Datenwissenschaftler konnten zum Beispiel ein einfaches Modell zur Vorher-
sage von Kundenabwanderungen (Churn Prediction) erstellen, das in der Produktiv-
umgebung eine sehr hohe Genauigkeit aufweist. Doch die Marketingmaf$nahmen
vermogen es dennoch nicht, die Abwanderung von Kunden zu verhindern. Aus ge-
schiftlicher Sicht bedeutet dies, dass das Modell nicht funktioniert hat, und das ist
eine wichtige Information, die an die Entwickler des ML-Modells zuriickgegeben
werden muss. Somit kénnen diese eine andere mogliche Losung finden, etwa die
Einfithrung einer Uplift-Modellierung, die dem Marketing hilft, die potenziellen
Kunden, die abwandern mochten, aber fir Werbemafinahmen empfinglich sein
konnten, besser anzusprechen.

Angesichts der Rolle von Fachexperten im Lebenszyklus von ML-Modellen ist es
beim Aufbau von MLOps-Prozessen entscheidend, dass eine einfache Moglichkeit
fiir sie besteht, die erbrachte Modellleistung in geschiftlicher Hinsicht zu verste-

1 Modelle zur Entscheidungsfindung basieren auf einem Framework namens »Decision Model and No-
tation« (https://oreil.ly/6k50T). Sie helfen dabei, Prozesse zu verbessern, Unternehmensprojekte
durch feste Richtlinien effektiv zu verwalten, Predictive-Analytics-Projekte zu gestalten und hand-
lungsorientierte Entscheidungsunterstiitzungssysteme wie z.B. Dashboards zu nutzen.
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hen. Das heift, sie miissen nicht nur die genannten QualititsmaRe interpretieren
konnen, sondern auch die Ergebnisse oder Auswirkungen des Modells auf den im
Vorfeld identifizierten Geschéftsprozess. Dariiber hinaus benétigen die Fachexper-
ten bei unerwarteten Leistungsverinderungen eine skalierbare Moglichkeit, mittels
MLOps-Prozessen Modellergebnisse zu erfassen, die nicht mit den Geschiftser-
wartungen iibereinstimmen.

Zusitzlich zu diesen bewussten Feedback-Mechanismen sollte die MLOps-Strate-
gie generell so aufgebaut sein, dass die Transparenz fiir Fachexperten erhoht wird.
Das heif3t, sie sollten in der Lage sein, MLOps-Prozesse als Ausgangspunkt fiir die
Exploration der Datenpipelines hinter den Modellen zu nutzen, um zu verstehen,
welche Daten verwendet werden, wie sie transformiert und angereichert werden
und welche Art von ML-Methoden angewendet werden.

Fur Fachexperten, die sich auch um die Compliance von ML-Modellen hinsicht-
lich interner oder externer Vorschriften kiimmern, dient MLOps als zusitzliche
Moglichkeit, die Transparenz und das Verstiandnis fiir derartige Prozesse zu erho-
hen. Dazu gehort auch die Moglichkeit, gezielt einzelne Entscheidungen eines Mo-
dells einzusehen, um verstehen zu kénnen, warum das Modell zu dieser Entschei-
dung gelangt ist. Dies sollte die statistische Bewertung und das an verschiedensten
Stellen eingeholte Feedback zusitzlich erginzen.

Letztlich ist MLOps fiir Fachexperten vor allem wichtig, um ein Feedback zu er-
moglichen und ein Rahmenwerk zu haben, das eine gute Kommunikation mit den
Data Scientists gewihrleistet, die die Modelle entwickelt haben. Allerdings gibt es
auch andere Anforderungen an MLOps — insbesondere in Bezug auf die Transpa-
renz, die mit Responsible Al zusammenhingt —, die fiir Fachexperten relevant sind
und sie zu einem wichtigen Teil des Gesamtkonzepts von MLOps machen.

Data Scientists

Die Bediirfnisse der Data Scientists sind die wichtigsten, die beim Aufbau einer
MLOps-Strategie beriicksichtigt werden miissen. In den meisten Unternehmen ha-
ben Data Scientists heute oft mit voneinander separierten Daten, Prozessen und
Tools zu tun, was es fiir sie schwierig macht, ihre Arbeit auf effektive Weise zu ska-
lieren. MLOps ist hervorragend dafiir geeignet, dieser Problematik entgegenzutreten.

Obwohl die meisten die Rolle der Data Scientists im Lebenszyklus von ML-Model-
len nur als den Teil der eigentlichen Modellerstellung interpretieren, ist sie viel um-
fassender — bzw. sollte es zumindest sein. Data Scientists miissen von Beginn an
mit den Fachexperten zusammenarbeiten und dabei helfen, die Geschiftsprobleme
so zu verstehen und zu formulieren, dass sie eine praktikable Losung auf Basis von
Machine Learning erstellen kénnen.

In der Realitit zeigt sich, dass dieser allererste, entscheidende Schritt im Lebenszyk-
lus von ML-Modellen oft der schwierigste ist. Vor allem fiir Data Scientists ist er eine
Herausforderung, weil ihre Ausbildung nicht darauf ausgerichtet ist. Sowohl for-
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melle als auch informelle Data-Science-Programme an Universititen und im Internet
betonen die technischen Fihigkeiten und nicht unbedingt die Fihigkeiten zur effek-
tiven Kommunikation mit Fachexperten aus dem Unternehmen, die wiederum in
der Regel nicht sehr vertraut mit den Machine-Learning-Methoden sind. Auch hier
konnen wieder Methoden zur geschiftlichen Entscheidungsmodellierung helfen.

Gleichzeitig stellt die Kommunikation mit den Fachexperten eine Herausforderung
dar, weil sie schlicht Zeit kostet. Fiir Data Scientists, die sofort loslegen und sich
die Hinde schmutzig machen wollen, kann es eine Qual sein, wochenlang ein Pro-
blem zu formulieren und zu skizzieren, bevor sie mit der Losung beginnen. Hinzu
kommt, dass Datenwissenschaftler oft (raumlich, kulturell oder beides) vom Kern
des Unternehmens und von den Fachexperten getrennt sind, sodass sie einfach
nicht in den organisatorischen Rahmen eingebunden sind, der eine einfache Zu-
sammenarbeit zwischen diesen Bereichen ermoglicht. Robuste MLOps-Systeme
konnen dabei helfen, diese Herausforderungen zu bewiltigen.

Sobald die erste Hiirde iberwunden ist, kann das Projekt je nach Unternehmen
entweder an Data Engineers oder an Analysten tibergeben werden, die einen Teil
der anfinglichen Datenerfassung, -aufbereitung und -exploration tibernehmen. In
einigen Fillen verwalten die Data Scientists diese Teile des Lebenszyklus des ML-
Modells selbst. Aber in jedem Fall kommen sie wieder ins Spiel, wenn es an der Zeit
ist, das Modell zu entwickeln, zu testen, zu optimieren und anschlieffend in Betrieb
zu bringen.

Nach dem Deployment gehort es zu den Aufgaben der Data Scientists, die Qualitat
des Modells stindig zu tiberpriifen, um sicherzustellen, dass die Funktionsweise in
der Produktivumgebung den urspriinglich ins Auge gefassten Geschiftszielen bzw.
-anforderungen entspricht. Die zugrunde liegende Frage in vielen Unternehmen ist
hiufig, ob Data Scientists nur die Modelle tiberwachen, an deren Entwicklung sie
zuvor beteiligt waren, oder ob eine andere Person das gesamte Monitoring iiber-
nehmen sollte. Was wiirde im ersten Szenario passieren, wenn es zu einem Perso-
nalwechsel kommt? Im zweiten Szenario ist der Aufbau guter MLOps-Praktiken
entscheidend, da die Person, die das Modell iberwacht, auch in der Lage sein
muss, schnell zu intervenieren und Mafinahmen zu ergreifen, wenn sich die Quali-
tit des Modells verschlechtert und sich negativ auf den Geschiftsbetrieb auszuwir-
ken beginnt. Sofern sie nicht diejenigen waren, die es aufgebaut haben, wie kann
dann MLOps dafiir sorgen, dass dieser Prozess reibungslos verlduft?

Operationalisierung und MLOps

Wihrend des gesamten Jahres 2018 und zu Beginn des Jahres 2019 war Operatio-
nalisierung das wichtigste Schlagwort, wenn es um den Lebenszyklus von ML-Mo-
dellen und KI im Unternehmen ging. Einfach ausgedriickt, ist die Operationalisie-
rung von Data Science der Prozess, in dem Modelle in die Produktion tiberfiihrt
und ihre Leistung im Hinblick auf die Geschiftsziele gemessen wird. Wie fiigt sich

30 | Kapitel 2: An MLOps-Prozessen beteiligte Personen



also die Operationalisierung in den Kontext von MLOps ein? MLOps geht bei der
Operationalisierung noch einen Schritt weiter und iibernimmt nicht nur die Uber-
fahrung in die Produktion, sondern auch die Wartung dieser Modelle —und der ge-
samten Datenpipeline — in der Produktion.

Obwohl die Konzepte unterschiedlich sind, konnte man MLOps als die neue Form
der Operationalisierung betrachten. Das heifit, dass in den Unternehmen, in denen
viele der grofen Hiirden zur Operationalisierung beseitigt wurden, MLOps nun die
nichste groRe Hiirde darstellt, da sie die Unternehmen im Bereich der betrieblichen
Nutzung von ML-Modellen vor Herausforderungen stellt.

Alle Fragen des vorherigen Abschnitts miinden direkt in der Frage, welche Bediirf-
nisse Data Scientists letztlich in Bezug auf MLOps haben. Ausgehend vom Ende des
Prozesses und riickwirts denkend, muss MLOps den Data Scientists einen umfas-
senden Uberblick bieten iiber die Leistung aller eingesetzten Modelle sowie iiber alle
Modelle, die im Rahmen von A/B-Tests getestet werden. Dabeti ist jedoch nicht nur
wichtig, die Modelle zu tiberwachen, sondern auch Maffnahmen zu ergreifen. Erst-
klassige MLOps-Strategien sollten Data Scientists die Flexibilitat bieten, die besten
Modelle unter den getesteten auszuwiahlen und sie einfach zu implementieren.

Transparenz zu schaffen, ist ein ebenso zentrales Thema bei MLOps. Daher ist es
nicht verwunderlich, dass es auch Data Scientists wesentlich tangiert. Die Fihig-
keit, Datenpipelines zu durchleuchten und auf diese Weise ziigig Beurteilungen
und Anpassungen vorzunehmen (unabhingig davon, wer das Modell urspriinglich
erstellt hat), ist entscheidend. Eine automatisierte Modellpaketierung und -ausliefe-
rung fiir ein schnelles und einfaches (und dennoch sicheres) Deployment in der
Produktion ist ein weiterer wichtiger Punkt, der die Transparenz erhsht, und ein
entscheidender Bestandteil von MLOps, vor allem um fiir Data Scientists, Soft-
wareentwickler und DevOps-Teams eine Vertrauensbasis zu schaffen.

Neben einer transparenten Gestaltung kommt auch der Effizienz eine tragende
Rolle bei der erfolgreichen Umsetzung von MLOps-Aktivitdten zu — insbesondere
wenn es um die Belange von Datenwissenschaftlern geht. In der Unternehmens-
welt zihlen Agilitdt und Geschwindigkeit. Das gilt fiir DevOps — und fiir MLOps
verhilt es sich nicht anders. Natiirlich kénnen Data Scientists Modelle ad hoc be-
reitstellen, testen und tiberwachen, aber sie werden enorm viel Zeit damit verbrin-
gen, das Rad mit jedem einzelnen ML-Modell neu zu erfinden — und das wird nie-
mals zu skalierbaren ML-Prozessen im Unternehmen fiithren.

Data Engineers

Datenpipelines sind das Kernstiick des Lebenszyklus von ML-Modellen, und Data
Engineers sind wiederum die zentralen Akteure, wenn es um Datenpipelines geht.
Da Datenpipelines hiufig abstrakt und komplex sind, kénnen Data Engineers aus
MLOps einen grofRen Nutzen ziehen.
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In groflen Unternehmen ist die Verwaltung des Datenflusses jenseits der Anwen-
dung von ML-Modellen ein Vollzeitjob. Abhingig vom technischen Stack und der
Organisationsstruktur des Unternehmens kénnen sich Data Engineers daher mehr
auf die Datenbanken selbst als auf Pipelines konzentrieren (vor allem wenn das Un-
ternehmen Data-Science- und Machine-Learning-Plattformen einsetzt, die die gra-
fische Erstellung von Pipelines durch andere Datenexperten wie Businessanalysten
erleichtern).

Trotz dieser je nach Unternehmen leicht unterschiedlichen Aufgabengebiete be-
steht die Rolle der Data Engineers im Lebenszyklus letztlich darin, die Abfrage und
die Nutzung von Daten zu optimieren, um schlieflich ML-Modelle betreiben zu
konnen. Im Allgemeinen bedeutet dies, dass sie eng mit den Businessteams, insbe-
sondere den Fachexperten, zusammenarbeiten, um die richtigen Daten fiir das je-
weilige Projekt zu identifizieren und sie moglicherweise auch fiir die Nutzung vor-
zubereiten. Auf der anderen Seite arbeiten sie eng mit Data Scientists zusammen,
um etwaige Probleme im Zusammenhang mit dem Datenflussmanagement zu be-
heben, die dazu fithren konnten, dass sich ein Modell in der Produktion uner-
wiinscht verhilt.

Da Data Engineers eine zentrale Rolle im Lebenszyklus von ML-Modellen spielen
und sowohl die Entwicklung als auch die Uberwachung unterstiitzen, kann MLOps
zu erheblichen Effizienzsteigerungen beitragen. Data Engineers benétigen nicht nur
einen Einblick in die Leistung aller Modelle, die in der Produktion zum Einsatz
kommen, sondern auch die Méglichkeit, einen Schritt weiterzugehen und direkt in
einzelne Datenpipelines Einblick zu nehmen, um die zugrunde liegenden Probleme

zu beheben.

Damit Data Engineers ihre Rolle moglichst effizient ausfiillen konnen (und auch
andere, einschlieflich der Data Scientists), darf MLOps nicht nur auf eine einfache
Uberwachung abzielen, sondern muss eine Briicke zu den zugrunde liegenden Sys-
temen schlagen, um ML-Modelle iiberpriifen und optimieren zu kénnen.

Software Engineers

Es wire ein Leichtes, die klassischen Software Engineers aus den MLOps-Uberle-
gungen auszuschlieRen. Doch es ist aus einer weiter gefassten organisatorischen
Perspektive entscheidend, auch ihre Belange zu beriicksichtigen, um eine kohi-
rente unternehmensweite Machine-Learning-Strategie aufzubauen.

Software Engineers bauen in der Regel keine ML-Modelle. Andererseits erstellen die
meisten Unternehmen nicht nur ML-Modelle, sondern auch klassische Softwarean-
wendungen. Es ist wichtig, dass Software Engineers und Data Scientists zusammen-
arbeiten, um zu gewihrleisten, dass das Gesamtsystem funktioniert. Schliefflich
sind ML-Modelle nicht von den unternehmensweiten Prozessen isoliert; der Pro-
grammcode fiir das ML-Modell, das Training, die Tests und das Deployment miis-
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sen allesamt in die CI/CD-Pipelines (Continuous Integration/Continuous Delivery),
die auch von anderen Softwareanwendungen genutzt werden, integriert werden.

Betrachten wir zum Beispiel ein Einzelhandelsunternehmen, das ein ML-basiertes
Empfehlungssystem fiir seine Webseite entwickelt hat. Das ML-Modell wurde von
einem Data Scientist erstellt, aber um es in die Webseite, die noch weitere Funkti-
onen bereithilt, einzubetten, muissen zwangslaufig Software Engineers involviert
werden. Ebenso sind die Software Engineers fiir die Wartung der gesamten Web-
seite verantwortlich, was auch die korrekte Funktionsweise der ML-Modelle in der
Produktivumgebung einschliefit.

Aufgrund dieses Zusammenspiels sind Software Engineers ebenfalls auf MLOps
angewiesen, damit ihnen Details zur Modellleistung als Teil eines grofReren Bilds
der Softwareanwendungsleistung fiir das Unternehmen zur Verfiigung stehen.
MLOps bietet Data Scientists und Software Engineers die Moglichkeit, dieselbe
Sprache zu sprechen und dasselbe Grundverstindnis davon zu haben, wie ver-
schiedene Modelle, die in den unterschiedlichen Unternehmensbereichen einge-
setzt werden, in der Produktion zusammenarbeiten.

Wichtige Funktionen fuir die Software Engineers sind dariiber hinaus die Versio-
nierung (um sicher zu sein, mit welchem Modell sie gerade arbeiten), die Durch-
fithrung automatischer Tests (um so sicher wie moglich zu sein, dass das Modell,
mit dem sie gerade arbeiten, funktioniert) und die Moglichkeit, parallel an dersel-
ben Anwendung zu arbeiten (dank eines Systems wie Git, das Branches und Mer-
ges erlaubt).

DevOps

MLOps wurde auf der Grundlage von DevOps-Prinzipien entwickelt, aber das be-
deutet nicht, dass sie parallel als vollig getrennte und voneinander isolierte Systeme
betrieben werden kénnen.

DevOps-Teams haben zwei primire Rollen im Lebenszyklus von ML-Modellen.
Zum einen sind sie fiir die Durchfithrung und den Aufbau von operativen Syste-
men sowie fiir Tests zustdndig, um Sicherheit, Leistung und Verfiigbarkeit von
ML-Modellen sicherzustellen. Zum anderen sind sie fiir das CI/CD-Pipeline-Ma-
nagement verantwortlich. Beide Rollen erfordern eine enge Zusammenarbeit mit
Data Scientists, Data Engineers und Data Architects. Eine solche enge Zusammen-
arbeit ist natiirlich leichter gesagt als getan, aber genau hier kann MLOps einen
Mehrwert bieten.

Fiir DevOps-Teams muss MLOps in die breitere DevOps-Strategie des Unterneh-
mens integriert werden und die Liicke zwischen traditionellem CI/CD und moder-
nem Machine Learning schlieRen. Das erfordert Systeme, die sich grundsitzlich er-
ginzen und die es DevOps-Teams ermoglichen, die Tests fiir ML-Modelle genauso
zu automatisieren wie die Tests fiir traditionelle Software.
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Modellrisikomanager/Auditor

In bestimmten Branchen (insbesondere im Finanzdienstleistungssektor) ist die
Funktion des Modellrisikomanagements (MRM) entscheidend fiir die Einhaltung
von Vorschriften. Doch nicht nur Unternehmen stark regulierter Branchen kénnen
davon profitieren und sollten eine dhnliche Rolle installieren. MRM kann Unter-
nehmen aus verschiedensten Branchen vor verheerenden Verlusten schiitzen, die
durch schlecht funktionierende ML-Modelle entstehen. Auflerdem spielen in vielen
Branchen meist relativ arbeitsintensive Audits eine Rolle, wodurch MLOps auch
hier zum Tragen kommen kann.

Wenn es um den Lebenszyklus von ML-Modellen geht, iibernehmen Modellrisiko-
manager eine entscheidende Rolle, da sie nicht nur die Modellergebnisse analysie-
ren, sondern auch die urspriingliche Zielsetzung und die Geschiftsfragen, die die
ML-Modelle zu lsen versuchen, um das Gesamtrisiko fiir das Unternehmen zu
minimieren. Sie sollten zusammen mit Fachexperten gleich zu Beginn des Lebens-
zyklus einbezogen werden, um sicherzustellen, dass ein automatisierter, ML-ba-
sierter Ansatz an sich kein Risiko darstellt.

Und natiirlich missen sie eine Rolle beim Monitoring spielen — ihre traditionelle
Rolle im Modelllebenszyklus —, um sicherzustellen, dass die Risiken in Schach ge-
halten werden, sobald die Modelle im Produktivbetrieb sind. Das MRM setzt auch
zwischen den Phasen der Konzeption und des Monitorings an, denn nach der Mo-
dellentwicklung bzw. vor der Inbetriebnahme in der Produktion ist es ebenfalls un-
verzichtbar, um die Konformitit mit internen und externen Anforderungen sicher-
zustellen.

MRM-Fachleute und -Teams profitieren in hohem Mafe von MLOps, denn ihre
Arbeit ist oft mithsame Handarbeit. Da das fiir das MRM zustindige Team und die
Teams, mit denen sie arbeiten, hiufig unterschiedliche Tools verwenden, kann
eine Standardisierung einen enormen Geschwindigkeitsvorteil bei der Priifung und
dem Management von Risiken bieten.

Wenn es um spezifische Belange in Bezug auf MLOps geht, ist ein zuverlissiges
Reporting-Tool fiir alle Modelle (unabhingig davon, ob sie derzeit in Produktion
sind oder in der Vergangenheit in Produktion waren) am wichtigsten. Das Repor-
ting sollte nicht nur Informationen zur Leistungsfihigkeit vorsehen, sondern auch
die Moglichkeit, die Datenhistorie einzusehen. Ein automatisiertes Reporting er-
hoht die Effizienz von MRM- und Audit-Teams in MLOps-Systemen und -Prozes-
sen zusitzlich.

Machine Learning Architects

Traditionelle Data Architects sind dafiir verantwortlich, die gesamte Unterneh-
mensarchitektur zu verstehen und sicherzustellen, dass diese die Anforderungen an
den Datenbedarf des gesamten Unternehmens erfallt. Im Allgemeinen beschifti-
gen sie sich damit, wie Daten gespeichert und verwendet werden sollen.
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Heutzutage sind die Anforderungen an die Architects viel groRer, und sie miissen
oft nicht nur tber die Besonderheiten der Datenspeicherung und -nutzung Be-
scheid wissen, sondern auch dariiber, wie ML-Modelle wechselseitig funktionie-
ren. Das macht die Rolle komplexer und erhéht ihre Verantwortung im MLOps-
Lebenszyklus. Deshalb nennen wir sie in diesem Abschnitt Machine Learning Ar-
chitects anstelle des eher traditionellen Titels Data Architect.

Machine Learning Architects spielen eine entscheidende Rolle im ML-Modell-Le-
benszyklus, indem sie eine skalierbare und flexible Umgebung fiir Modellpipelines
sicherstellen. Dariiber hinaus benétigen die Datenteams ihr Fachwissen, um neue
Technologien einzufithren (wenn es angebracht ist), die die Leistung von ML-Mo-
dellen in der Produktion verbessern. Aus diesem Grund reicht der Titel »Data Ar-
chitect« nicht aus — diese Architects miissen nicht nur ein tiefgreifendes Verstiand-
nis von der Unternehmensarchitektur, sondern auch von Machine Learning haben,
um diese Schliisselrolle im ML-Modelllebenszyklus auszufiillen.

Diese Rolle erfordert eine Zusammenarbeit im gesamten Unternehmen — von den
Data Scientists und Engineers bis hin zu den DevOps- und Software-Engineering-
Teams. Wenn Machine Learning Architects die Belange all dieser Personen und
Teams nicht vollstindig verstehen, kénnen sie die Ressourcen nicht richtig zu-
ordnen, um eine optimale Leistung von ML-Modellen in der Produktion sicher-
zustellen.

Im Hinblick auf MLOps geht es bei der Rolle der Machine Learning Architects da-
rum, einen zentralen Uberblick tiber die Ressourcenzuweisung zu haben. Da sie
eine strategische bzw. taktische Rolle einnehmen, benétigen sie einen Gesamtiiber-
blick iiber die Gegebenheiten, um Engpisse auszumachen und diese Informatio-
nen zu nutzen, um langfristige Verbesserungen voranzutreiben. Thre Rolle besteht
darin, mogliche neue Technologien oder Infrastrukturen im Rahmen von Investiti-
onsentscheidungen ausfindig zu machen, und nicht unbedingt darin, operative
Schnelllgsungen, die nicht direkt die Skalierbarkeit des Systems betreffen, herbei-
zufiihren.

AbschlieBende Uberlegungen

MLOps richtet sich nicht nur an Data Scientists. Eine Vielzahl von Experten aus
dem gesamten Unternehmen spielt nicht nur im Lebenszyklus von ML-Modellen
eine Rolle, sondern auch im Rahmen der MLOps-Strategie. Tatsichlich spielt jede
Person — vom Fachexperten auf der Geschiftsseite bis hin zum technisch versierten
Machine Learning Architect — eine entscheidende Rolle bei der Wartung von ML-
Modellen in der Produktion. Dies ist letztendlich nicht nur wichtig, um die best-
moglichen Ergebnisse von ML-Modellen zu gewihrleisten (gute Ergebnisse fithren
im Allgemeinen zu mehr Vertrauen in ML-basierte Systeme sowie zu einem hohe-
ren Budget fur die Entwicklung weiterer Modelle), sondern auch —und das ist viel-
leicht noch wichtiger — um das Unternehmen vor den in Kapitel 1 dargelegten Risi-
ken zu schiitzen.
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